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Background and Objectives: Monitoring and predicting vegetation cover changes play an 
important role in natural resource management, assessment of climate change impacts, and 
ecosystem monitoring. Among remote sensing indicators, the Normalized Difference 
Vegetation Index (NDVI) is considered one of the most widely used indices for evaluating 
vegetation conditions and their temporal variations. Due to the complex temporal behavior 
of vegetation dynamics and the increasing need for accurate forecasting, the application of 
intelligent approaches and deep learning models has gained significant attention. Therefore, 
the main objective of this study was to develop a deep neural network model based on lagged 
and statistical features for predicting the NDVI time series in a part of the Hamoun wetland 
region located in southeastern Iran. 
Methods: The data used in this study consisted of Landsat 5, 7, 8, and 9 satellite images 
acquired during the period from 2010 to 2026 through the Google Earth Engine platform. 
Images with cloud coverage lower than 20% were selected, and in cases where suitable 
images were unavailable, the cloud threshold was increased to 30%. After calculating NDVI, 
the time series data were smoothed using the Savitzky–Golay filter. Subsequently, lagged and 
statistical features, including Lag1, Lag2, Lag3, temporal difference, and moving average, were 
extracted. A deep neural network model with three hidden layers was then developed for 
time-series modeling and prediction. Model performance was evaluated using Mean Absolute 
Error (MAE), Root Mean Square Error (RMSE), and the coefficient of determination (R²). 
Findings: The results of the independent model evaluation using data from 2025 and 2026 
showed that the proposed model achieved satisfactory performance in predicting the NDVI 
time series. The mean absolute error (MAE) was 0.000844, the root mean square error (RMSE) 
was 0.000959, and the coefficient of determination (R²) was 0.9112, indicating the model’s 
satisfactory ability to learn the temporal patterns of the data. The prediction results for the 
period 2027–2030 also showed that NDVI values in the study area exhibited interannual 
fluctuations rather than following a consistent increasing trend. The mean NDVI across the 
three seasons decreased from 0.053956 in 2027 to 0.037751 in 2030, although a relative 
increase was observed in 2029 compared with 2028. 
Conclusion: The findings showed that deep neural networks based on temporal and statistical 
features have satisfactory capability for predicting remote sensing time series and analyzing 
vegetation changes. This approach can be effectively applied to monitoring sensitive 
ecosystems, natural resource management, and the assessment of environmental changes. 
The results can also provide a basis for developing intelligent models for predicting 
environmental changes in arid and semi-arid regions. The predictions for 2027–2030 indicated 
interannual fluctuations in NDVI and a decrease in its mean value toward the end of the 
forecast period. However, these values should be interpreted as model-based estimates 
because actual observational data for the future years were not available at the time of the 
study. The main limitation of the study was the use of mean NDVI and the absence of direct 
climatic and hydrological variables in the model, which can be addressed in future studies. 

 

J. RS. GEOINF. RES. 4(2): 239-250, Summer & Autumn 2026 

 

Journal of Remote Sensing and Geoinformation Research 
(JRSGR) 

Homepage: jrsgr.sru.ac.ir  

mailto:sa_sadeghian@sbu.ac.ir


 .S. Sadeghian et al                                                                                              (                 240)                                                                                                           سعید صادقیان و همکاران

 
NUMBER OF TABLES 

4 

 
NUMBER OF FIGURES 

4 

 
NUMBER OF REFERENCES 

38 

 

 پژوهشی مقاله  
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ترین موضشوعات در مدیریت مناب  ببییی، ارزیابی  بینی تغییرات پوششش گیاهی از مه پایش و پیش پیشیینه و اهدا::

ششده پوششش  رود. در این میان، ششاص  تااضشن نرمالها به ششمار میاقلیمی و بررسشی وضشییت اسوسشیسشت اثرات تغییرات  

های سششنجش از دور، نقش مهمی در تحلین وضششییت و تغییرات  عنوان یکی از پرساربردترین شششاص به (NDVI) گیاهی

بینی روند تغییرات آن، اسشتااده از  پوششش گیاهی دارد. با توهه به پیییدگی رفتار زمانی پوششش گیاهی و ضشرورت پیش

ای یافته اسشت. هد  اصشلی این پهوهش، توسشیه ید مدل  های یادگیری عمیق اهمیت فزایندههای هوششمند و مدلروش

در بخششی از محدوده   NDVI بینی سشری زمانیمنظور پیشهای تاصیری و آماری بهششبکه عبشبی عمیق مبتنی بر ویهگی

 .ایران است  تالاب هامون در هنوب شرق

تا   2010در بازه زمانی   9و   Landsat  ،7 ،8 5ایهای مورد اسشتااده ششامن تبشاویر ماهوارهدر این پهوهش، داده :هاروش
درصشد انتخاب ششدند   20اسشتخرا  ششد. تبشاویر دارای پوششش ابری سمتر از   Google Earth Engine بود سه از بسشتر  202۶

 NDVI درصشد افزایش یافت. پ  از اسشتخرا  تبشاویر، ششاص   30و در صشورت نبود داده مناسش ، آسشتانه پوششش ابری تا 

های تاصیری و آماری  هموارسشازی ششد. سشو  ویهگی Savitzky–Golay ها با اسشتااده از فیلترمحاسشبه و سشری زمانی داده

ی و میانگین متحرک اسشتخرا  گردید. در ادامه، ید مدل ششبکه عبشبی عمیق  ، اصتلا  زمان Lag1 ،Lag2  ،Lag3 ششامن

بینی سشری زمانی توسشیه داده ششد. عملکرد مدل نیز با اسشتااده از  سشازی و پیشمنظور مدلششامن سشه لایه مخای به

 ..ارزیابی شد (R²) و ضری  تییین  MAE ،RMSE های آماریشاص 

استااده از داده  ها:یافته  با  نشان داد سه مدل پیشنهادی از    202۶و    2025های  های سالنتایج ارزیابی مستقن مدل 

، 0.000844برابر با   (MAE) برصوردار است. مقدار میانگین قدر مطلق صطا NDVI بینی سری زمانیعملکرد مناسبی در پیش

دست آمد سه بیانگر توانایی  به   0.9112برابر با   (R²) و ضری  تییین   0.000959برابر با   (RMSE) ریشه میانگین مربیات صطا

نشان داد سه   2030تا  2027بینی برای دوره ها است. همینین نتایج پیشمناس  مدل در یادگیری الگوهای زمانی داده

 سنند. میانگین سه فبنا دنبال نمیسالی بوده و روند یکنواصت ردر منطقه مورد مطالیه دارای نوسانات بین NDVI مقادیر 

NDVI     افزایش نسبی    2029ساهش یافت، اگرچه در سال    2030در سال     0.037751به    2027در سال     0.053956از

 .مشاهده شد 202۸نسبت به سال 

شبکهیافته  گیری:نتیجه سه  داد  نشان  پهوهش  ویهگیهای  بر  مبتنی  عمیق  عببی  توانایی  های  آماری،  و  زمانی  های 

های زمانی سنجش از دور و تحلین تغییرات پوشش گیاهی دارند. استااده از این رویکرد بینی سریمناسبی در پیش

زیستی ساربرد مؤثری داشته غییرات محیطهای حساس، مدیریت مناب  ببییی و ارزیابی تتواند در پایش اسوسیست می

بینی تغییرات محیطی در منابق های هوشمند برای پیشساز توسیه مدلتواند زمینهباشد. همینین نتایج این پهوهش می

سالی بوده و مقدار  دارای نوسانات بین NDVI نشان داد سه  2030تا    2027بینی دوره  صشد باشد. نتایج پیشصشد و نیمه

عنوان برآوردهای مدل تاسیر شوند،  یابد. با این حال، این مقادیر باید بهبینی ساهش مین آن در انتهای دوره پیشمیانگی

برای سالهای مشاهدهزیرا داده نبوده است. محدودیت اصلی  ای واقیی  انجام پهوهش در دسترس  آینده در زمان  های 

تواند در  متغیرهای اقلیمی و هیدرولوژیکی به مدل بود سه می  و عدم ورود مستقی  NDVI پهوهش، استااده از میانگین

 .مطالیات آینده مورد توهه قرار گیرد
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 مه مقدّ

های ببییی است  های اسوسیست ترین مؤلاهپوشش گیاهی یکی از مه 

سه نقش اسششاسششی در تیادل انرژی سششط، زمین، چرصه سربن، تنظی   

سنشد. تغییرات  زیسشششت ایاشا میچرصشه هیشدرولوژیکی و پشایشداری محیط

پوششششش گیاهی علاوه بر ترثیر مسشششتقی  بر تنوی زیسشششتی و ششششرایط  

دت تغییرات اقلیمی، صششششکسشششالی و  توانشد بیشانگر شششش اسولوژیکی، می

رو، پایش و تحلین روند تغییرات  فششارهای انسشانی بر محیط باششد. ازاین

مطششالیششات   در  مهش   موضشششوعششات  از  یکشی  همشواره  گیششاهی  پوششششش 

.  [ 1]زیسشتی، مناب  ببییی و سشنجش از دور محسشوب ششده اسشت  محیط

به    های اصیر، توسشیه فناوری سشنجش از دور و افزایش دسشترسشیدر دهه

ای چندزمانه، امکان بررسشی رفتار زمانی پوششش گیاهی  تبشاویر ماهواره

. در این میان، ششاص  تااضشن  [2]را با دقت بیششتری فراه  سرده اسشت  

به دلین سشادگی محاسشبه و توانایی   (NDVI) ششده پوششش گیاهینرمال

عنوان  مناسش  در نمایش وضشییت تراس  و سشلامت پوششش گیاهی، به

.  [ 3]ششود  های سشنجش از دور ششناصته میردترین ششاص یکی از پرسارب

این شششاص  در مطالیات متیددی برای پایش صشششکسششالی، بررسششی  

رونشدهشای اسولوژیکی، ارزیشابی تغییرات اقلیمی و تحلیشن تغییرات سشاربری  

 .[5،  4] اراضی مورد استااده قرار گرفته است

ارزشششمندی درباره  تواند ابلاعات  می NDVI های زمانیتحلین سششری  

ها به شششرایط  روندهای تغییرات پوشششش گیاهی و واسنش اسوسششیسششت 

میمولاً دارای الگوهای   NDVI اقلیمی ارائه دهد. با این حال، رفتار زمانی

های پیییده زمانی اسششت سه  غیرصطی، نوسششانات فبششلی و وابسششتگی

های آماری سلاسشید اگرچه  . روش[۶]سند  سشازی آن را دششوار میمدل

در برصی موارد عملکرد مناسشششبی دارند، اما اغل  در اسشششتخرا  روابط  

.  [ 7]های محیطی با محدودیت مواهه هسششتند  پیییده و غیرصطی داده

ویهه یادگیری عمیق،  های یادگیری ماشششین و بهدر همین راسششتا، روش

بشه دلیشن توانشایی بشالا در یشادگیری الگوهشای پنهشان و روابط غیرصطی، در  

یر توهه زیادی را در مطالیات سشنجش از دور به صود هل   های اصسشال

 .[۸]اند  سرده

های عبششبی عمیق  دهد سه شششبکهشششده نشششان میهای انجامپهوهش

سششازی  های محیطی را با دقت قابن قبولی مدلقادرند رفتار زمانی داده

 های زمانی عملکرد مناسشبی داششته باششندبینی سشریسنند و در پیش

های عبششبی بازگشششتی  های یادگیری عمیق، شششبکهدلدر میان م.  [9]

های زمانی  بینی سشریای در پیشساربرد گسشترده GRU و LSTM ویههبه

های زمانی بلندمدت را  ها توانایی حاظ وابسشتگیاند. این مدلپیدا سرده

و سشششایر متغیرهشای هیشدرواقلیمی نتشایج   NDVI بینیدارنشد و در پیش

 و همکاران از مدل Guoعنوان نمونه،  . به[10،11]اند  موفقی ارائه سرده

LSTM بینی سشششری زمانیبرای پیش NDVI   همراه با متغیرهای اقلیمی

 . همینین[12]اسشششتاشاده سردنشد و نتشایج مطلوبی بشه دسشششت آوردنشد  

Vasilakos هایو همکاران توانایی مدل LSTM بینی دینامید  را در پیش

مششدیترانششه دادنششد  پوششششش گیششاهی  این،  [13]ای نشششششان  بر             . علاوه 

 هایی نظیرهای سانولوششنی و بازگششتی در قال  میماریترسی  ششبکه

CNN-LSTM   و ConvLSTM های مکانی موه  بهبود اسشتخرا  ویهگی –

 .[14]  است  شده  دور  از  سنجش  هایداده  از  زمانی

  تواننشدمی  هیبریشدی هشایمشدل  این  سشه انشدادهد  نششششان اصیر  مطشالیشات  

  هایشششاص    بینیپیش در  سششنتی  هایمدل  به  نسششبت  بهتری  عملکرد

های  های اصیر، میماریدر سششال  .[1۶،  15] دهند  ارائه گیاهی  پوشششش

عنوان نسشن  نیز به (Attention) و مکانیزم توهه Transformer مبتنی بر

هشای زمشانی  هشای یشادگیری عمیق وارد حوزه تحلیشن سشششریهشدیشد مشدل

های  ها توانایی بالایی در اسششتخرا  وابسششتگی. این مدل[17]اند  شششده

بلنشدمشدت و الگوهشای پیییشده زمشانی دارنشد و در بسشششیشاری از مطشالیشات  

مرتبط با سششنجش از دور و علوم محیطی عملکرد موفقی از صود نشششان  

 و همکشاران یشد مشدل مبتنی بر Bouaziz. برای مثشال،  [1۸]انشد  ادهد

ConvLSTM-GCN-Transformer های شششاص   بینی نقشششهبرای پیش

 و همکشاران از Faran . همینین[19]پوششششش گیشاهی ارائشه سردنشد  

Transformerبلنشدمشدت  بینیپیش برای  زمشانی–هشای فاشششایی NDVI 

 .[20]استااده سردند و به دقت بالایی دست یافتند  

در مطالیات هیدرواقلیمی و تحلین  Self-Attention های مبتنی برمدل  

.  [22،  21] انشدای پیشدا سردهای نیز سشاربرد گسشششتردههشای مشاهوارهداده

بینی سشششری زمشانی، بخش مهمی از تحقیقشات اصیر بر  علاوه بر پیش

متمرسز بوده اسشت. وهود ابر،   NDVI هایادهبازسشازی و بهبود سیایت د

هشای اصشششلی در تحلیشن هشای نشاق  همواره یکی از چشالشنویز و داده

و   Chen. در این زمینه،  [23]شود  های سشنجش از دور محسوب میداده

ید   Sentinel-2 و Sentinel-1 هایهمکاران با اسششتااده از ترسی  داده

در منابق ابری   NDVI زمانی  مدل یادگیری عمیق برای بازسشازی سشری

 های مبتنی برو همکاران از ششبکه Wang . همینین[24]توسشیه دادند  

Attention و GAN هشایبرای پر سردن صلأهشای زمشانی داده MODIS 

 .  [25]استااده سردند  

داده  نشان  نیز  دیگری  مدل مطالیات  از  استااده  سه  یادگیری  اند  های 

ای را بهبود دهد  های زمانی تباویر ماهواره سری تواند سیایت  عمیق می

تحلین دقت  افزایش  موه   شودو  زمانی  وهود    .[2۶،  27] های  با 

های یادگیری عمیق، بسیاری از  های قابن توهه در توسیه مدل پیشرفت 

های بسیار پیییده و محاسبات سنگین  شده بر میماری مطالیات انجام 

داشته  درحالی[19،20]اند  تمرسز  ویهگی.  از  استااده  های  سه 

میانگین مهندسی و  مقادیر  اصتلا   زمانی،  تاصیرهای  نظیر  های  شده 

تواند ابلاعات ارزشمندی درباره رفتار سری زمانی ارائه دهد  متحرک می 

های بسیار پیییده، عملکرد مدل را بهبود بخشد  و بدون نیاز به میماری

پ[2۸] مطالیات  از  زیادی  بخش  این،  بر  علاوه  مقیاس .  در  های  یشین 

های  اند و پهوهش ههانی یا منابق دارای اقلی  نسبتاً پایدار انجام شده 

صشد ایران صورت گرفته است  های صشد و نیمهسمتری در اسوسیست  

[29،30]  . 

های ششرق ایران، در  ترین اسوسشیسشت عنوان یکی از مه تالاب هامون به

اقلیمی و ساهش مناب     های اصیر تحت ترثیر صشششکسششالی، تغییراتدهه

آب با تغییرات شششدید پوشششش گیاهی مواهه بوده اسششت. این شششرایط  
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بینی روند  های پیشششرفته برای تحلین و پیشضششرورت اسششتااده از روش

در سنار    .[31]سندتغییرات پوششششش گیاهی این منطقه را دوچندان می

ترسی   ها از  ، برصی پهوهشTransformer و LSTM های مبتنی برمدل

های سشششاورزی و  بینی دادهبرای بهبود پیش GRU و CNN هایشششبکه

اند سه نتایج قابن قبولی در اسششتخرا  الگوهای  محیطی اسششتااده سرده

. همینین اسشتااده  [32]های سشنجش از دور داششته اسشت  زمانی از داده

های  برای بازسشششازی داده GAN و Attention های مبتنی براز ششششبکه

و اسششتخرا  فنولوژی سششط، زمین، موه  افزایش دقت   MODIS ناق 

 .  [33]های زمانی شده است  سری

زمان پویایی پوششش گیاهی و عوامن  مطالیات دیگری نیز به بررسشی ه 

اند و نششششان  های یادگیری عمیق پرداصتشهمحیطی با اسشششتاشاده از مدل

هشای سشششنجش از دور  هشای اقلیمی و ششششاص انشد سشه ترسیش  دادهداده

. علاوه بر این، توسشششیشه  [34]بینی را افزایش دهشد  وانشد دقشت پیشتمی

در تحلین تبششاویر سششنجش از دور و   Vision Transformer هایمدل

های اصیر  ای در سششالهای محیطی، ساربرد گسششتردهبینی ویهگیپیش

و همکاران نیز نششششان داد سه   Xiong . پهوهش[35]پیدا سرده اسشششت  

های  انایی بالایی در بازسشازی و بهبود سشری تو LSTM های مبتنی برمدل

هشای  . همینین مشدل [3۶]در مقیشاس ههشانی دارنشد   EVI و NDVI زمشانی

هشای مرتبط بشا  و یشادگیری عمیق در سشششایر حوزه Attention مبتنی بر

پهنشه از دور، نظیر تاکیشد  دادهسشششنجش  هشای  هشای آبی و تحلیشن 

  مطالیات  نهایت،  در.  [37]  اندداشششته  موفقی  عملکرد  زمانی،–فرسانسششی

با قدرت تاکید زمانی بالا نششان   NDVI زمانی  سشری  بازسشازی  با  مرتبط

هشای  هشای ورودی نقش مهمی در دقشت مشدلانشد سشه سیایشت دادهداده

 .[3۸] بینی داردپیش

 بینی سشری زمانیبر همین اسشاس، هد  اصشلی پهوهش حاضشر، پیش

NDVI  های تاصیری  عمیق مبتنی بر ویهگی  با اسشتااده از ششبکه عبشبی

 NDVI هایو آماری در منطقه تالاب هامون اسشت. در این پهوهش، داده

مورد   2026تا    2010در بازه زمانی   Landsat شششده از تبششاویراسششتخرا 

های  اسششتااده قرار گرفتند و پ  از هموارسششازی سششری زمانی، ویهگی

، اصتلا  زمانی و میانگین  Lag1  ،Lag2  ،Lag3 تاصیری و آماری ششششامن

متحرک اسشتخرا  ششدند. سشو  ید مدل ششبکه عبشبی عمیق برای  

 یه یافت.  شتوس NDVI بینی روند آیندهانی و پیششوهای زمشیادگیری الگ

های آماری سشاده با ششبکه  ن پهوهش در ترسی  ویهگینوآوری اصشلی ای

بینی پوشششش گیاهی در ید  عبششبی عمیق و اسششتااده از آن برای پیش

تواند در پایش  اسوسشیسشت  صششد و حسشاس اسشت. نتایج این پهوهش می

پوشششش گیاهی، مدیریت مناب  ببییی، تحلین اثرات صشششکسششالی و  

 .گیردزیستی مورد استااده قرار  ریزی محیطبرنامه
 

 منطقه مورد مطالیه  

وحش هامون    اتیاز پناهگاه ح  یهامون بخش  یالمللنیو تالاب ب  اچهیدر

ا  اچهیدر  نی ، سوم  اچهیدر  نیاست ا و    صزر  اچهیپ  از در  رانیبزرگ 

  ی هاگاه رهیاز ذص  یکیههان و    یالمللنیتالاب ب  نیهاتم  ه،یاروم  اچهیدر

و    ستانیاستان س  رو تالاب هامون د  اچهیاست. در  رانیدر ا  سرهستیز

  واق    شرقی40°۶1 ′  شمالی  °30  50′  مختباتبا  بلوچستان  

  پیوندند و دریاچه ها در زمان فراوانی آب به ه  میاین دریاچه  اند. شده 

می  میان  هامون،  مشترک تشکین  را  ایران  و  وسیت    .دهندافغانستان 

سیلومتر مرب  است سه از این مقدار    5۶۶0  پرآبی  زمان  در  هامون  دریاچه

به  3۸20 متیلق  مرب   به  ایران  سیلومتر  متیلق  بقیه  ت  اس افغانستان و 

 .دهدمنطقه را نشان می  ( موقییت این1شکن )
 

 داده های مورد استااده  

به  زمانی شاص  تااضن  بینی سری  منظور تحلین و پیش در این پهوهش، 

گیاهی نرمال  پوشش  ماهواره (NDVI) شده  تباویر  از  سری  ،   Landsatای 

Program     های مورد استااده  استااده شد. داده   202۶تا    2010در بازه زمانی

برای     Landsat 7،  2011تا   2010های برای سال    Landsat 5شامن تباویر  

و    2021تا    2014های  برای سال    Landsat 8،  2013تا    2012های  سال 
Landsat 9   بودند. تمامی تباویر از مجموعه   202۶تا    2022های  برای سال

مکانی   Top of Atmosphere (TOA) های داده  تاکید  قدرت  متر    30با 

 Googleای از بریق بستر پردازش ابری  های ماهواره داده   .استخرا  شدند 

Earth Engine    های  سازی شدند. در فرآیند انتخاب تباویر، داده دریافت و آماده

درصد در اولویت قرار گرفتند و در مواردی سه    20دارای پوشش ابری سمتر از  

درصد افزایش    30تباویر مناس  در دسترس نبود، آستانه پوشش ابری تا  

  های رستری ها در قال  فاین ، صروهی NDVI داده شد. پ  از محاسبه شاص  

منتقن     Google Drive سازی به فاای ذصیره  Google Earth Engine از محیط 

.سازی و تحلین مورد استااده قرار گرفتند و برای مراحن مدل 

 
 داده های مورد استااده  :  1هدول 

Table 1 - Data used 

 ردیف 
Row 

 ای سنجنده ماهواره 
Satellite sensor 

 دوره زمانی 
Time period 

 داده مجموعه  
Dataset 

 قدرت تاکید مکانی 
Spatial resolution 

 بستر دریافت داده 
Data acquisition platform 

1 Landsat 5 2010–2011 TOA Reflectance 30 M Google Earth Engine 

2 Landsat 7 2012–2013 TOA Reflectance 30 M Google Earth Engine 

3 Landsat 8 2014–2021 TOA Reflectance 30 M Google Earth Engine 

4 Landsat 9 2022–2026 TOA Reflectance 30 M Google Earth Engine 
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 منطقه مورد مطالیه   :1شکن 

Fig. 1: Study area 

 

 روش تحقیق

به  پهوهش،  این  پیش در  تااضن  منظور  شاص   زمانی  سری  بینی 

گیاهینرمال  پوشش  ماهواره (NDVI) شده  تباویر  ابتدا  سری  ،  ای 

 Landsat Program   شامنLandsat 5  ،Landsat 7  ، Landsat 8  و  

Landsat 9     زمانی بازه  ابری     2026  تا   2010در  پردازش  بستر  از 

Google Earth Engine    داده شدند.  تباویراستخرا   مجموعه  از   ها 

Top of Atmosphere (TOA)   انتخاب فرآیند  در  و  گردیدند  انتخاب 

درصد در اولویت قرار     20های دارای پوشش ابری سمتر از  تباویر، داده 

  30گرفتند و در صورت عدم دسترسی به تباویر مناس ، این آستانه تا  

شاص  تباویر،  انتخاب  از  پ   یافت.  افزایش  هر   NDVI درصد  برای 

 : تبویر با استااده از رابطه زیر محاسبه شد

NDVI =
NIR − RED

NIR + RED
 

(1) 

دهنده  نشان  REDبیانگر بازتاب باند مادون قرمز نزدید و  NIRسه در آن  

،  Recharge بازتاب باند قرمز است. سو  تباویر در سه بازه فبلی شامن

PeakFlood و Stress بندی شدند و مقدار میانه تباویر هر فبن  ببقه

های  عنوان نماینده وضییت پوشش گیاهی استخرا  گردید. صروهی به

قال  ف مراحن   GeoTIFF های رستری این تولیدشده در  برای  ذصیره و 

 .بیدی پردازش مورد استااده قرار گرفتند

پردازش شدند. برای این     Pythonدر محیط   NDVI هایدر ادامه، داده 

های هر تبویر محاسبه و ید سری  منظور، ابتدا میانگین مقادیر پیکسن 

نوسانات غیرواقیی،  منظور ساهش نویز و  متغیره تشکین شد. به زمانی تد

هموارسازی گردید. در   Savitzky–Golay سری زمانی با استااده از فیلتر

  2ای برابر با  و درهه چندهمله   5این روش، پنجره هموارسازی برابر با  

های تاصیری و آماری  ای از ویهگیدر نظر گرفته شد. پ  از آن، مجموعه 

ین متحرک استخرا   ، اصتلا  زمانی و میانگLag1  ،Lag2 ،Lag3شامن  

 : های تاصیری بر اساس روابط زیر تیریف شدندشدند. ویهگی

Lag1 = NDVIt−1 
Lag2 = NDVIt−2 
Lag3 = NDVIt−3 

(2) 

به  متحرک  میانگین  و  زمانی  اصتلا   زیر  همینین  روابط  از  ترتی  

 : محاسبه شدند

Difft = NDVIt − NDVIt−1 
(3) 

RollingMeant =
NDVIt + NDVIt−1 + NDVIt−2

3
 

(4) 

 Min-Max Scaling ها با استااده از روشها، داده استخرا  ویهگی پ  از  

بازه  نرمال  در  مقادیر  تمامی  تا  شدند  ,𝟎]سازی  رابطه    [𝟏 گیرند.  قرار 

 : صورت زیر استسازی بهنرمال 

Xnorm =
X − Xmin

Xmax − Xmin
 

(5) 

های  بینانه عملکرد مدل، داده منظور ارزیابی مستقن و واق  در ادامه، به 

از فرآیند آموزش مدل سنار گذاشته    202۶و    2025های  مربوط به سال 

به  و  داده شدند  مجموعه  اعتبارسنجی  عنوان  برای  مستقن  آزمون  های 

های مربوط به  ترتی ، داده عملکرد مدل مورد استااده قرار گرفتند. بدین 

برای آموزش مدل به سار گرفته شدند، در    2024تا    2010های  سال 

بدون مشارست در فرآیند    202۶و    2025های  های سال سه داده حالی 

پیش  مقادیر  مقایسه  برای  واقیی  بینیآموزش،  مقادیر  با  شده 

ماهواره استخرا   تباویر  از  شدندشده  استااده  ید    .ای             سو  

لایه بر  مبتنی  عمیق  عببی  شد.  شبکه  براحی  متبن  ساملاً     های 

با   مخای  لایه  سه  شامن  مدل  بود    1۶و    32،  ۶4میماری                نورون 

استااده شد.   ReLU سازیفیال  ها از تاب سه در آن



 .S. Sadeghian et al                                                                                              (                 )                                                                                                             سعید صادقیان و همکاران

   

   

   

   

 روند تحقیق :  2شکن 

Fig. 2: Research Process 
 

با نرخ   Dropout برازش، ید لایهمنظور هلوگیری از بیش همینین به

 Adam سازدر ساصتار مدل قرار داده شد. مدل با استااده از بهینه  0.1

آن   رابطه  سه  شد  داده  آموزش  صطا  مربیات  میانگین  صطای  تاب   و 

 : شودصورت زیر تیریف میبه

MSE =
1

n
∑(

n

i=1

yi − yî)
2 

(6) 

آن   در  و    𝒚𝒊سه  واقیی  پیش  𝒚𝒊̂مقدار  به بینیمقدار  است.  منظور  شده 

از روش از حد،  بیش  از آموزش  مقدار Early Stopping هلوگیری   با 

patience     استااده شد  40برابر . 

پ  از آموزش مدل، عملکرد آن با استااده از مییارهای آماری شامن  

 (RMSE) ریشه میانگین مربیات صطا ،(MAE) صطامیانگین قدر مطلق 

این مییارها به  (R2)و ضری  تییین   صورت زیر  ارزیابی گردید. روابط 

 :هستند

MAE =
1

n
∑ ∣

n

i=1

yi − yî ∣ 

(7) 

RMSE = √
1

n
∑(

n

i=1

yi − yî)
2 

(8) 

R2 = 1 −
∑(yi − yî)

2

∑(yi − ȳ)2  

(9) 

 

 ای سری زمانیبینی چندمرحله دیده برای پیش در نهایت، مدل آموزش 

NDVI     دوره فرآیند    2030تا    2027در  گرفت.  قرار  استااده  مورد 

ای سه صروهی هر مرحله  گونه صورت بازگشتی انجام شد؛ بهبینی بهپیش 

عنوان بخشی از ورودی مرحله بید به مدل اعمال گردید. نتایج نهایی  به

در قال  نمودارهای سری زمانی ترسی  و روند تغییرات آینده پوشش  

 .د مطالیه تحلین شدگیاهی منطقه مور

 

 نتایج و بحث 

و اهرای مدل شبکه عببی   NDVI نتایج حاصن از پردازش سری زمانی 

 های زمانی شامن مقادیر ترصیریعمیق نشان داد سه استااده از ویهگی 

ای های ماهواره استخرا  داده   

Landsat 5,7,8,9 (2010-2026) 

Google Earth Engine 

 انتخاب تباویر مناس  

Cloud Cover < 20% 

 ( %30>) در صورت نبود داده مناس 

 NDVI محاسبه

NDVI = (NIR - RED)/(NIR + RED) 

 Median تجمی  فبلی و محاسبه

Recharge / PeakFlood / Stress 

 Python در  NDVI استخرا  سری زمانی

 های تباویر میانگین پیکسن محاسبه  

 هموارسازی سری زمانی 

Savitzky–Golay Filter 

های تاصیری و آماری استخرا  ویهگی   

Lag1, Lag2, Lag3, Diff, Rolling 

Mean 

ها سازی داده نرمال   

Min-Max Scaling 

  هاتقسی  داده

Train/Test 

 

 

 براحی شبکه عببی عمیق

(DNN) 

Dense(64) → Dense(32) → 

Dense(16) 

ReLU + Dropout + Adam 

 ارزیابی مدل 

MAE / RMSE / R² 

 NDVI ایبینی چندمرحله پیش 

2027 - 2030 
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NDVI مدل امکان  متحرک،  میانگین  و  زمانی  اصتلا   مناس   ،  سازی 

این پهوهش، پ  از  سند. در  تغییرات زمانی این شاص  را فراه  می

های  و استخرا  ویهگی Savitzky–Golay هموارسازی سری زمانی با فیلتر

های مربوط  سه داده بوری ها بر اساس سال تاکید شدند؛ به زمانی، داده 

سال  داده   2024تا    2010های  به  و  مدل  آموزش  سال برای  های  های 

تاکید زمانی    برای آزمون مورد استااده قرار گرفتند. این  202۶و    2025

هایی انجام شد سه در  بینی دادهبا هد  ارزیابی توانایی مدل در پیش 

نداشته مشارست  مدل  آموزش  مدل،    .اندفرآیند  عملکرد  ارزیابی  برای 

  2025های  شده با مقادیر واقیی مربوط به سال بینیپیش  NDVI مقادیر 

نتایج نشان داد سه مقدار میانگین قدر  202۶و   مطلق    مقایسه شدند. 

 (RMSE) ، ریشه میانگین مربیات صطا 0.000844برابر با   (MAE) صطا

دست آمده  به   0.9112برابر با   (R²) و ضری  تییین   0.000959برابر با  

بالای نسبتاً  مقدار  پایین R² است.  مقادیر  سنار   RMSE و MAE در 

پیشنشان  مقادیر  مناس   تطابق  در بینیدهنده  واقیی  مقادیر  با  شده 

هدول  مجموعه آزمون است. مییارهای حاصن از آزمون مستقن مدل در  

 .اندارائه شده   2

 
 202۶و  2025های مییارهای ارزیابی عملکرد مدل در آزمون سال :2هدول 

Table 2: Model performance evaluation criteria for the 2025–2026 test period 

 مییار ارزیابی 
Evaluation criteria 

 مقدار

Amount 

MAE 0.000844 
RMSE 0.000959 

R² 0.9112 

 

پیش نشان می   2نتایج هدول   بینی مدل در مجموعه  دهد سه صطای 

 ای از تغییراتآزمون نسبتاً پایین بوده و مدل توانسته است بخش عمده 

NDVI    بازتولید سند. مقدارمشاهده با   R² شده در دوره آزمون را  برابر 

از تغییرات مقادیر  91دهد سه حدود  نشان می  0.9112  NDVI درصد 

شده مدل توضی، داده  بینیوسط مقادیر پیش موهود در مجموعه آزمون ت 

در مرحله آموزش    202۶و    2025های  شود. با توهه به اینکه سال می

اند، این ارزیابی نسبت به ارزیابی صرفاً  مدل مورد استااده قرار نگرفته 

تری از توانایی مدل در  ها، دیدگاه مناس  مبتنی بر تقسی  تبادفی داده

داده  با  زمانمواههه  میهای  ارائه  هدید  هزئی   .دهدی  بررسی  تر برای 

شده به تاکید سال و  بینیواقیی و پیش NDVI عملکرد مدل، مقادیر 

،  2025فبن نیز مورد مقایسه قرار گرفتند. نتایج نشان داد سه در سال 

واقیی با   Peak Flood در فبن NDVI مقدار    و مقدار   0.0۶۶4۶3برابر 

بوده است؛ بنابراین اصتلا  مطلق دو    0.0۶۶051شده برابر با  بینیپیش 

، مقدار واقیی  Recharge در فبن  دست آمد.به   0.000412مقدار برابر با  

ده و اصتلا  برابر با  بو  0.0۶9224شده  یبینپیش   و مقدار  0.0۶7۸۶1

فبن  محاسبه  0.0013۶3 در  همینین  واقیی  Stress شد.  مقدار   ،

مقدار  0.0۶3۸70 اصتلا     0.063217شده  بینیپیش   و  است سه  بوده 

در   NDVI نیز مقدار واقیی 202۶در سال  .دهدمی را نشان 0.000۶53

مقدار  0.0۶۶579با  برابر   Peak Flood فبن با  بینیپیش   و  برابر  شده 

شد.    محاسبه  0.000375تنها  است و اصتلا  دو مقدار    بوده  0.0۶۶954

واقیی  ،  Recharge در فبن مقدار  0.0735۶1مقدار  شده  بینیپیش   و 

دست آمد. بنابراین، در  به  0.001417بوده و اصتلا  برابر با    0.072144

اصتلا  مربوط به    میان مشاهدات موهود در مجموعه آزمون، بیشترین

سمترین اصتلا     و  0.001417مقدار  با    202۶در سال   Recharge فبن

ه  بود  0.000375مقدار  با    202۶در سال   Peak Flood مربوط به فبن

ارائه    3هدول  شده در  بینیاست. هزئیات مقایسه مقادیر واقیی و پیش 

 .شده است

شده نیز تطابق مناس  دو سری  بینیمقایسه ببری مقادیر واقیی و پیش 

شود، تغییرات  مشاهده می   3گونه سه در شکن  دهد. همانرا نشان می 

شده در بیشتر نقاط از الگوی مقادیر واقیی پیروی سرده  بینیمقادیر پیش 

های  سال  Peak Flood ویهه در مشاهدات بودن دو منحنی، بهاست. نزدید 

محاسبه 202۶و    2025 پایین  صطای  مقادیر  با  هدول  ،  در    3شده 

نیز در شکن در  شده است و    0.9112برابر با   R² مطابقت دارد. مقدار

آزمون   مجموعه  در    گرافیکی   صورتبه   را  202۶–2025عملکرد مدل 

 .دهدمی   نشان

ه   داده روند  پزمان  و  تاریخی  شکن    سالیانههای  بینییش های    4در 

تاریخی سری  شکن،  این  در  است.  شده  داده    صورتبه  NDVI نمایش 

شده سه فبن برای  بینیو مقادیر پیش   202۶میانگین سالانه تا سال  

اند. صط عمودی موهود در شکن،  نمایش داده شده  2030تا    2027دوره  

سند. بینی را مشخ  میهای تاریخی و دوره پیش مرز میان دوره داده 

تا    2027شده برای دوره  بینیدهد سه مقادیر پیشاین نمودار نشان می 

های پایانی قرار  تاریخی سال  NDVI تر از مقادیر در سطحی پایین 2030

و در عین حال گرفته بین سال اند  و فبن،  های گوناگون  های مختلف 

.نوسان دارند

 
 202۶ و 2025 هایسال در NDVI شده بینیپیش و  واقیی مقادیر مقایسه :3 هدول

Table 3: Comparison of actual and predicted NDVI values for 2025 and 2026 

 سال
Year 

 فبن
Season 

 واقیی مقادیر
Actual values 

 بینی  پیش مقادیر
Predicted values 

 اصتلا  
Difference 

2025 Peak Flood 0.066463 0.066051 0.000412 

2025 Recharge 0.067861 0.069224 0.001363 

2025 Stress 0.063870 0.063217 0.000653 

2026 Peak Flood 0.066579 0.066954 0.000375 

2026 Recharge 0.073561 0.072144 0.001417 
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 202۶  و 2025 هایسال آزمون مجموعه در NDVI شده بینیپیش و  واقیی مقادیر مقایسه  :3 شکن

Fig. 3: Comparison of actual and predicted NDVI values for the 2025–2026 test period 

 
 

 
 2030 تا 2027 دوره  برای فبلی بینیپیش و NDVI تاریخی سری :4 شکن

Fig. 4: Historical NDVI series and seasonal forecast for the period 2027–2030 

 
 NDVIفبن   3میانگین : 4هدول

Table 4: verage NDVI for three seasons 

 سال
Year 

 NDVI نیانگیم

Average NDVI 

2027 0.053956 

2028 0.046995 

2029 0.053548 

2030 0.037751 

 
بینی، میانگین سه مقدار  برای بررسی رفتار سلی شاص  در دوره پیش 

اساس   بر  برای هر سال محاسبه شد.   NDVI ، میانگین4هدولفبلی 

با    2027شده در سال  بینیپیش  بود. این مقدار در سال    0.05395۶برابر 

یافت.  0.04۶995به    202۸ سال    ساهش  میانگین2029در   ، NDVI   به

مجدداً ساهش یافت و   2030زایش پیدا سرد، اما در سال اف 0.05354۸

بینی  در بول دوره پیش  NDVI رسید. بنابراین، میانگین  0.037751به  

نشان   را  یکنواصت  ساهشی  یا  افزایشی  روند  و ید  بوده  نوسان  دارای 

نیز نشان    2030با سال    2027ر میانگین سال  مقایسه مقدا  .دهدنمی

یافته است.    ساهش  0.037751به    0.05395۶از   NDVI دهد سه میانگینمی

دهد  نشان می  2029با این حال، افزایش موقت مقدار میانگین در سال 

سالی را  شده صطی نیستند و مدل نوسانات بین بینیسه تغییرات پیش 

می  نشان  صود  صروهی  در  مدل  دهد.  نیز  نتایج  اساس  بر  بنابراین، 
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در   NDVI برای  یا ساهشی  توان از وهود ید روند پیوسته افزایشینمی

پیش   2030تا    2027دوره   الگوی  بلکه  گات؛  بیانگر  بینیسخن  شده 

بین  متوسط نوسان  مقدار  با ساهش  افق   NDVI سالی همراه  انتهای  در 

توان در چارچوب رفتار  می شده را  بینیاین الگوی پیش   .بینی استپیش 

 تاسیر سرد.   NDVI زمانی سری

از ویهگی استااده  با  این پهوهش  های ترصیری،  مدل مورد استااده در 

ها را در فرآیند  اصتلا  زمانی و میانگین متحرک، وابستگی زمانی داده 

های آینده صرفاً بر اساس  بینیرو، پیش یادگیری وارد سرده است؛ ازاین 

شوند و الگوهای زمانی موهود در  د سال صاص انجام نمیی NDVI مقدار 

های گذشته نیز در تولید صروهی مدل نقش دارند. با این حال، از  داده 

ای واقیی برای  فاقد داده مشاهده   2030تا    2027های  بینیآنجا سه پیش 

عنوان برآوردهای مدل در نظر  اعتبارسنجی هستند، این مقادیر باید به

در مجموی، نتایج آزمون مستقن    .نه مقادیر قطیی آیندهگرفته شوند و  

نشان داد سه مدل توانایی مناسبی در بازتولید    202۶و    2025های  سال 

 RMSE و  0.9112برابر با   R² سهبوری شده دارد؛ بهمشاهده  NDVI مقادیر

  2027دست آمد. سو ، استااده از مدل برای دوره  به  0.000959برابر با  

در سه فبن مورد بررسی از   NDVI داد سه مقادیر آینده   نشان  2030تا  

شده در  بینینوسانات زمانی برصوردار صواهند بود. بالاترین مقدار پیش

و    0.074693با مقدار    2029در سال   Stress سن دوره مربوط به فبن

به فبنپایین  مربوط  مقدار  سال   Recharge ترین  مقدار    2030در  با 

  2027در سال    0.053956بود. همینین میانگین سه فبن از    0.024137

دهد سه مدل،  رسید. این نتایج نشان می  2030در سال    0.037751به  

های آزمون، برای افق آینده  بینی دادهدر سنار توانایی مناس  در پیش 

بینی پیش  NDVI الگوی نوسانی و در مجموی ساهشی را برای میانگین 

 .سرده است

 

 ری گینتیجه

پیش  و  در  پایش  مه   ابزارهای  از  یکی  گیاهی  پوشش  تغییرات  بینی 

زیستی منابق حساس به تغییرات  ارزیابی وضییت اسولوژیکی و محیط

شود. در این میان، شاص  تااضلی  اقلیمی و هیدرولوژیکی محسوب می 

نرمال  نمایش   (NDVI) شدهپوشش گیاهی  مناس  در  قابلیت  به دلین 

های  ات نسبی پوشش گیاهی، یکی از شاص  وضییت پوشش و تغییر

رود. با توهه به ماهیت  پرساربرد در مطالیات سنجش از دور به شمار می 

، در پهوهش حاضر از ید شبکه عببی  NDVI زمانی و غیرصطی تغییرات

ویهگی بر  مبتنی  مدل عمیق  برای  زمانی  پیش های  و  این  سازی  بینی 

 شاص  استااده شد. 

  202۶تا    2010در بازه زمانی   Landsat ایتباویر ماهواره در این راستا،  

بستر از   Google Earth Engine از  پ   و  گرفتند  قرار  استااده  مورد 

مقادیر مطالیه  NDVI استخرا   مورد  منطقه  به  مربوط  زمانی  سری   ،

به شد.  سوتاه تشکین  نوسانات  ساهش  قابلیت  منظور  بهبود  و  مدت 

هموارسازی   Savitzky–Golay اده از فیلترسازی، سری زمانی با استامدل 

،  Lag3   و    Lag1  ،Lag2 های زمانی شامن مقادیر ترصیریشد و ویهگی

   .ای استخرا  شدنددوره اصتلا  زمانی و میانگین متحرک سه 

های زمانی هدید،  بینی دادهبینانه توانایی مدل در پیش برای ارزیابی واق  

در فرآیند آموزش مدل وارد    202۶و    2025های  های مربوط به سال داده 

به و  نتایج نشدند  گرفتند.  قرار  استااده  مورد  آزمون  مجموعه  عنوان 

،  0.000844برابر با   MAEارزیابی نشان داد سه مدل در این دوره آزمون به  

RMSE   و  0.000959برابر با R²   دست یافته است. مقدار    0.9112برابر با

دهنده اصتلا  اندک میان مقادیر واقیی و  نشان  RMSE و MAE پایین

مقدار NDVI شدهبینیپیش  و  مدل   R² است  سه  است  آن  بیانگر  نیز 

های آزمون  موهود در داده  NDVI ای از تغییراتتوانسته است بخش عمده 

شده در سط، فبلی  بینیرا توضی، دهد. مقایسه مقادیر واقیی و پیش 

از   اصتلا  مقادیر در تمامی مشاهدات آزمون سمتر  داد سه  نشان  نیز 

 در فبن 0.001417بوده است. بیشترین اصتلا  مطلق برابر با   0.0015

Recharge   در فبن  0.000375و سمترین اصتلا  برابر با    202۶سال 

Peak Flood   نشانبه   202۶سال نتایج  این  آمد.  دهنده عملکرد  دست 

مشاهده  مقادیر  بازتولید  در  مدل  آزمون   NDVI شدهمناس   دوره  در 

، از مدل  202۶و    2025های  های سال پ  از ارزیابی مدل با داده  .است

 استااده شد.    2030تا    2027در دوره   NDVI بینیبرای پیش 

 Recharge  ،Peak در سه فبن NDVI نتایج نشان داد سه مقادیر آینده

Flood   و Stress بین نوسانات  یکنواصت  دارای  روند  و  هستند  سالی 

های  سنند. میانگین سه فبن در سال افزایشی یا ساهشی را دنبال نمی 

،  0.04۶995،  0.053956ترتی  برابر با  به   2030و    2029،  202۸،  2027

مقدار    بینیپیش   0.037751و   0.05354۸ اگرچه  بنابراین،  شد. 

سال   NDVI میانگین سال    2029در  به  نشان    202۸نسبت  افزایش 

بینی مقدار آن ساهش یافته و به سمترین دهد، در انتهای دوره پیش می

رسد. این نتایج نشان  ، می2030  در سال  0.037751یینی  مقدار دوره،  

بینی از  در افق پیش NDVI ر اساس صروهی مدل، وضییتدهد سه بمی

نوسانات قابن توههی برصوردار بوده و در مجموی مقدار متوسط آن در  

های  در مجموی، یافته  .یابدانتهای دوره نسبت به ابتدای دوره ساهش می 

می  نشان  ویهگیپهوهش  ترسی   سه  سریدهد  از  زمانی حاصن   های 

NDVI عمیق عببی  شبکه  ید  برای  می  با  مناس   رویکردی  تواند 

 بینی تغییرات این شاص  باشد.  سازی و پیش مدل 

، همراه  202۶و    2025های  های آزمون سال عملکرد مناس  مدل در داده 

دهنده قابلیت قابن قبول آن برای  بینی، نشانبا مقادیر پایین صطای پیش 

های صار  از دوره آموزش است. همینین  در داده  NDVI برآورد مقادیر

 NDVI تبویری از رفتار احتمالی آینده  2030تا    2027های  بینیپیش 

ای  ها فاقد داده مشاهده سنند؛ با این حال، از آنجا سه این سال ارائه می 

عنوان  شده باید بهبینیواقیی در زمان انجام پهوهش هستند، مقادیر پیش 

از نظر ساربردی،  . سیر شوند و نه مقادیر قطیی آیندهبرآوردهای مدل تا

پهوهش می این  ارزیابی  نتایج  پوشش گیاهی،  تغییرات  پایش  تواند در 

شرایط اسولوژیکی، مدیریت مناب  ببییی و شناسایی تغییرات احتمالی  

های  وضییت پوشش گیاهی مورد استااده قرار گیرد. استااده از سری 
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تواند امکان پایش  های یادگیری عمیق میزمانی سنجش از دور و مدل 

در   و  سند  فراه   را  آینده  برآوردهای  تولید  و  منطقه  وضییت  مستمر 

تبمی  از  پشتیبانی  برای  مناسبی  ابلاعات  های  گیرینتیجه، 

 د.زیستی ارائه دهمحیط

محدودیت   دارای  حاضر  پهوهش  مدل،  مناس   عملکرد  وهود  هایی با 

عنوان نماینده وضییت سلی منطقه  به  NDVI است. استااده از میانگین

ناهمگنی می از  بخشی  مدل  تواند  همینین  سند.  پنهان  را  مکانی  های 

شده  های زمانی استخرا  و ویهگی  NDVI حاضر تنها بر پایه سری زمانی

دما،   بارش،  مانند  دیگری  مؤثر  متغیرهای  و  است  یافته  توسیه  آن  از 

های هیدروسلیماتولوژید در  ربوبت صاک، تبخیر و تیرق و سایر متغیر

نشده  وارد  ازاین مدل  می اند.  پیشنهاد  آینده  مطالیات  در  با  رو،  شود 

های  با متغیرهای اقلیمی و هیدرولوژیکی و همینین داده  NDVI ترسی 

این،   بر  علاوه  بررسی شود.  مدل  عملکرد  دور،  از  چندمنبیی سنجش 

میماری  از  پیشرفتهاستااده  مانند  های  و   LSTM  ،Transformerتر 

ها در مقیاس مکانی  بینیو توسیه پیش   زمانی–های هیبریدی مکانیمدل 

می  دقیقپیکسن  تحلین  برای  را  زمینه  زمانیتواند  رفتار    مکانی –تر 

 .سند  فراه   مدل  بینیپیش   قابلیت  افزایش  و  گیاهی  پوشش

 

 مشارکت نویسندگان

 نویسندگان به نسبت برابر مشارست داشته اند.  ،در این مقاله
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  بهششششتیدانششششگاه ششششهید    و محیط زیسشششت

و  ارشششناسششی ارشششد  سباشششند. ایشششان مدرک  می

- برداری نقشهمهندسشی  دستری صود را در رششته  

  تهراناز دانششگاه    1394و    13۸7های  بترتی  در سشال  سشنجش از دور
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